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1 Introduction
Dans le contexte de l’optimisation difficile, les métaheuristiques guident l’optimisation glo-

bale de fonctions non-linéaires. Elles procèdent par stratégies de recherche dont le but est
d’explorer efficacement un vaste espace de recherche. Partant d’un ensemble de solutions can-
didates, les techniques à base de population explorent aléatoirement le voisinage de chaque
point. Un voisin est créé par modification (décalage) d’une ou plusieurs variables (compo-
santes) d’une solution considérée. Les variables et le décalage sont choisis de manière aléatoire
et le voisin ainsi créé est évalué à l’aide de la fonction objectif.

Nous nous proposons d’utiliser les informations récoltées durant l’exploration afin de ca-
ractériser le comportement des variables (influence et comportement) grâce à une méthode
d’Analyse de Sensibilité (AS), puis de guider la recherche vers des zones prometteuses de
l’espace de recherche.

Les méthodes d’AS sont majoritairement utilisées pour éliminer d’un problème les variables
non influentes, avant optimisation. Dans notre cas, le but est de coupler une méthode d’AS
et une métaheuristique afin d’avoir suffisamment d’informations pertinentes pour guider le
processus d’optimisation et accélérer la convergence.

2 Algorithme proposé et résultats
Dans un précédent travail [1], nous avons proposé une méthode naïve d’AS, basée sur les

coefficients de la méthode de Morris [2], nous permettant de :
— caractériser et classer les variables selon leur influence ;
— déterminer leur comportement (linéaire ou non).

Nous avons intégré cette méthode à un algorithme d’Évolution Différentielle, afin de sélection-
ner en priorité les variables les plus influentes. L’influence est proportionnelle à la distance du
couple (µ∗, σ) à l’origine (cf Fig. 1a) ; où µ∗ et σ représentent la moyenne absolue et l’écart-type
des coefficients de corrélation calculés sur un ensemble de voisinages restreints.

Néanmoins certaines métaheuristiques, telles que Particle Swarm Optimization (PSO), gé-
nèrent un voisin en décalant toutes les variables, ne tenant pas compte de leur influence. Il
serait donc intéressant de pouvoir injecter la connaissance du comportement de chaque variable
afin d’adapter la longueur du pas de décalage en fonction du comportement de la variable : un
pas plus long si la variable a un comportement linéaire et plus court dans le cas contraire.

La figure 1a rappelle qu’une valeur importante de µ∗ indique un comportement linéaire de la
variable et qu’une valeur importante de σ indique un comportement non-linéaire. Nous avons
alors défini un coefficient δ afin de modifier la longueur du pas de décalage (cf eq. (1)) tel que
pour chaque variable j :



(a) Influences (b) Convergence

FIG. 1 – Rappels et résultats

— δj > 1 : effet linéaire (on augmente le décalage) ;
— δj < 1 : effet non-linéaire ou négligeable (on diminue le décalage).
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Nous avons appliqué notre modification à l’algorithme PSO et nous l’avons testée sur une
fonction exemple (cf eq. (2)). Cette fonction a été choisie en dimension 5 afin d’avoir la pre-
mière variable à comportement linéaire, les deux suivantes non-linéaires et les deux dernières
négligeables.

f(x) = 3.5 ∗ (w1 − 1) +
3∑

i=2
[sin2(π ∗ wi) + (wi−1 − 1)2 ∗ (1 + 20 ∗ sin2(π ∗ wi + 1)/10],

avec wi = 1 + (xi − 1)/4.
(2)

La figure 1b illustre l’évolution de la valeur médiane de l’optimum sur 30 exécutions de
3500 évaluations chacune, pour PSO d’origine et intégrant notre méthode d’AS. Les deux
comportements sont similaires, puis dès que l’on a récolté suffisamment d’information, on
applique la méthode d’AS et on calcule les couples (µ∗, σ) pour chaque variable, ainsi que
leur coefficient δ associé. Nous observons alors une convergence plus rapide pour l’algorithme
(PSO+SA) intégrant notre méthode.

3 Conclusions et perspectives
Dans notre approche, nous collectons les informations durant un nombre fixe d’itérations,

puis nous évaluons les δj , utilisés ensuite lors des itérations suivantes, jusqu’à convergence.
Néanmoins, pour certaines fonctions du benchmark CEC 2013, cela conduit à une convergence
prématurée, alors que l’algorithme d’origine continue à converger.

Il serait alors intéressant de relancer une analyse, de manière périodique, afin de déterminer
si les coefficients δj n’ont pas évolué et pouvoir ainsi modifier le comportement de la recherche.
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